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Oz: Haberlesme teknolojilerinde her gegen giin artan sinyal cesitliligi, bu sinyallerin tanimlanmas1 ve
smiflandirilmasi gerekliligini ortaya ¢ikarmustir. Besinci nesil (fifth generation, 5G) ve &tesi kablosuz
haberlesme teknolojileri, birgok uygulama i¢in vazgegilmez iletisim araglart haline gelmistir. Otomatik
modiilasyon tanima (automatic modulation recognition, AMR) teknigi, 6zellikle yeni nesil nesnelerin
interneti, akilli sehirler, otonom araglar ve biligsel radyo gibi birgok uygulama i¢in temel bilesen haline
gelmistir. Bu calismada sekiz farkli modiilasyon tiiri kullanilarak bir veri seti olusturulmus ve derin
ogrenme (deep learning, DL) algoritmalarindan olan evrigimli sinir aglar1 (convolutional neural network,
CNN) kullanilarak farkli sinyal-giiriiltii oranlarinda (signal-to-noise ratio, SNR) modiilasyon tiirii
smiflandirilmasi yapilmigtir. Sonug olarak SNR degerleri 10 dB, 20 dB ve 30 dB iken CNN ile
siiflandirma igleminde sirasiyla %80,76, %99,89 ve %100 dogruluk saglanmustir.

Anahtar Kelimeler: Otomatik Modiilasyon Tanima, Evrisimli Sinir Aglar1, Derin Ogrenme, 5G ve Otesi
Haberlesme Teknolojileri

Deep Learning Based Modulation Recognition

Abstract: The increasing signal diversity of communication technologies has revealed the need that these
signals to be defined and classified. Fifth-generation (5G) and beyond wireless communication
technologies have become indispensable communication tools for many applications. The automatic
modulation recognition (AMR) technique has become a key component for many applications, especially
the next-generation internet of things, smart cities, autonomous vehicles, and cognitive radio. In this
study, a data set was created using eight different modulation types and modulation classification was
made at different signal-to-noise ratios (SNR) using convolutional neural networks (CNN) from deep
learning (DL) algorithms. As a result, while the SNR values were 10 dB, 20 dB, and 30 dB, CNN
provided 80.76%, 99.89%, and 100% accuracy in the classification process, respectively.

Keywords: Automatic Modulation Recognition, Convolutional Neural Networks, Deep Learning, 5G and
Beyond Communication Technologies

1. GIiRis

Modiilasyon tanima, alman sinyalin bazi 6zelliklerine bakarak modiilasyon tiiriine karar
verme islemidir. Bu iglem haberlesme aglarinda sinyal algilama islemi ile demodiilasyon islemi
arasinda gerceklestirilmektedir. Otomatik modiilasyon tanima (automatic modulation
recognition, AMR), 6zellikle askeri ve giivenlik sektorlerindeki bircok uygulamada 6nemli bir
rol oynamaktadir (Ansari ve dig., 2022). Ayrica yazilim tamimli radyo, frekans yonetimi, bilissel
radyo ve ag trafigi diizenleme gibi konularda da AMR igleminden faydalanilmaktadir.
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Besinci nesil (fifth generation, 5G) ve Otesi kablosuz haberlesme teknolojileriyle beraber
yuksek tasiyict frekanslari kullanilmaya baslanmakta ve yeni kablosuz uygulamalar ortaya
ciktikca da kullanilan frekans cesitliligi artmaktadir. Bu durumda kablosuz ortamlarda farkli
sinyallerin tanimlanmasi problemi ortaya ¢ikmaktadir. Otomatik modiilasyon tanima, sinyal
isleme icin gerekli olan modiilasyon tiiriinii 6n bir bilgiye ihtiya¢ duymadan algilamakta ve bu
tiir bilgilerin eksik oldugu durumlarda ¢ok 6nemli bir islevi yerine getirmektedir (Zhang ve dig.,
2022). Haberlesme esnasinda, verici tarafindan {iretilen sinyaller giiriiltii, ¢cok yollu soniimleme,
golge soniimlemesi, merkez frekans kaymasi ve 6rnekleme hizi kaymasi gibi olumsuz faktorlere
maruz kalmaktadir (O’Shea ve dig., 2016). Bozulan bu sinyallerin alicida tanimlanmasi igin
otomatik modiilasyon tanima islemi devreye girmektedir. Literatirde AMR igin cesitli
yontemler 6nerilmektedir. Son yillarda bu ¢oziimlerin en etkilisi derin 6grenme (deep learning,
DL) tabanli modiilasyon siniflandirma iglemidir.

AMR islemi, olasilik teorisine dayali ve &zellik tabanli olmak {izere iki ana baglik altinda
ele alinmaktadir (Dulek, 2017) (Wang ve dig., 2020). Olasilik teorisine dayali AMR, genellikle
Bayes kuralina gore yapilmakta ve yiiksek hesaplama karmasikligina sahiptir. Ozellik tabanli
AMR ise temel olarak egitim Orneklerinden temsili 6zellikleri 6grenip egitilmis modelleri
kullanarak gelen sinyalleri smiflandirmaktadir. Makine Ogrenmesi ve derin Ogrenme
algoritmalar1 da son yillarda AMR isleminde kullanilmaktadir. Makine 6grenmesi, insanlarin
ogrenme seklini taklit etmek igin veriyle algoritmalar1 kullanan ve dogrulugunu asamali olarak
artiran bir yapay zeka dalidir. Derin 6grenme ise, temelde ii¢ veya daha fazla katmana sahip bir
sinir ag1 olan makine 6greniminin bir alt dalidir. Geleneksel yontemlere gore derin 6grenme ile
dogal dil isleme ve goriintii isleme gibi alanlarda son derece iyi sonuglar elde edilmektedir. Cok
katmanli yapay sinir aglar1 ve giliglii 6zellik ¢ikarma o6zelligi sayesinde derin Ogrenme,
modiilasyon tanima isleminde de yiiksek dogrulukta sonuglar vermektedir.

Literatiirdeki modiilasyon tanima iizerine yapilan giincel caligsmalar incelendiginde c¢esitli
modiilasyon tiirleri i¢in hazirlanan veri setlerinde makine Ogrenmesi ve derin Ogrenme
algoritmalarinin uygulandig1 goriilmektedir. Wang ve dig. (2019) derin 6grenme (DL) tabanl
bir AMR yontemi Onermislerdir. Bu yontemde dogruluk oranimi artirmak icin farkli veri
setlerinde egitilmis iki adet evrigimli sinir ag1 (convolutional neural network, CNN)
kullanilmigtir. Zeng ve dig. (2019) ise ¢alismalarinda radyo sinyallerinden kisa zamanlh Fourier
doniisimii (short time Fourier transform, STFT) yardimiyla spektrogram goriintiileri elde
etmislerdir. Sonrasinda bu gorlintiiler radyo sinyallerinin tespiti icin CNN tabanli bir
modiilasyon tanimlama ydnteminde kullanmilmuistir. Zhang ve dig. (2022) literatlirdeki derin
O0grenme tabanlt modiilasyon tanima ¢aligmalari ve bu konudaki veri setleri {izerine bir inceleme
calismas1 yapmislardir. Zhou ve dig. (2020) ise ¢alismasinda kablosuz sinyallerin tanimlanip
siniflandirilmasinda son zamanlarda en c¢ok kullanilan DL teknikleri {izerinde durmuslardir.
Bunu yaparken ilgili tekniklerin avantaj ve dezavantajlart vurgulanip gelecekte karsilagilacak
zorluklar hakkinda bilgi verilmistir. Ayn1 zamanda ¢esitli yazilim tabanli cihazlar kullanilarak
gercek zamanl bir simiilasyon ile CNN modelinin kablosuz sinyalleri tanimlama ve
siniflandirma performansi1 gosterilmistir. Shi ve dig. (2022a) RadioML2018.01A veri seti
tizerinde ¢alismiglar ve CNN kullanmiglardir. Lin ve dig. (2022) CNN tabanli otomatik
modiilasyon tanima islemi i¢in bir zaman-frekans dikkat (time-frequency attention, TFA)
mekanizmasi Onermislerdir. Calismalarinda RadioML2016.10A ve RadioML2016.10B setlerini
kullanmiglardir. Shi ve dig. (2022b) DeepSig ve Hisarmod veri setleri iizerinde karmasikligt
diisilk bir ag tasarlamiglardir. Son yillardaki derin 6grenme tabanli modiilasyon tanima
caligmalarinin baslica olanlar1 bu sekilde 6zetlenebilir.

Bu ¢alismamizda, yapilan ¢aligmalardan farkli olarak Sekil 1°de goriilen 8 adet modiilasyon
tirtinii iceren sentetik (kendi iirettigimiz) bir veri seti kullanmilmistir. Bu modiilasyon tiirleri,
dordiin genlik modiilasyonu (quadrature amplitude modulation, QAM) ailesinden 4-QAM, 16-
QAM, 64-QAM ve 256-QAM ile faz kaydirmali anahtarlama (phase shift keying, PSK)
ailesinden ikili PSK (binary PSK, BPSK), 8-PSK, 16-PSK ve 32-PSK’y1 icermektedir. Veri
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setinin derin 6grenme ile analizi gergeklestirilmis ve modiilasyon tanima islemi yapilmustir.
Yine literatiirden fakli olarak diisiik, orta ve yiiksek sinyal-giiriiltii oran1 (signal-to-noise ratio,
SNR) degerlerinde derin 6grenme algoritmasi galigtirtlmistir. SNR degeri olarak 10 dB, 20 dB
ve 30 dB ele alinmig ve basarim analizleri gergeklestirilmistir.

Calismanin diger kisimlarinda ise veri seti ve bilesenleri incelenmistir. Ardindan evrisimli
sinir aglar1 ile olusturulan ag yapisi agiklanmistir. Son olarak da basarim analizinin sonuglart
verilmistir.
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Sekil 1:
Veri setimizdeki modiilasyon tiirleri

2. VERI SETI VE BILESENLERI

Her modiilasyon tiirii igin 10000 adet .mat dosyasi olmak lizere toplam 80000 adet .mat
dosyast CNN yapisinda isleme sokulmustur. Bu islemde veri seti, %80’1 egitim, %10’u
dogrulama ve %10’u test verisi olmak iizere ayrilmistir. Benzetim MATLAB 2022a
programinda gergeklestirilmistir.

Veri setinin olusturulmasi igin Oncelikle ilgili yildiz diyagramina ait sembol dizileri
iiretilmis, ardindan modiile edilen sembol dizileri tek tasiyicili olacak sekilde toplamsal beyaz
Gauss giliriiltiisii (additive white Gaussian noise, AWGN) kanaldan gecirilmistir. Son olarak
veriler, es fazli (in-phase, I) ve dordiin (quadrature, Q) bilesenler olacak sekilde .mat
dosyalarina kaydedilmisti. AWGN kanaldan gegirilen verilere tasarlanan algoritma ile
modiilasyon tanima iglemi uygulanmistir. Sekil 2’de I/Q yapis1 ve veri setindeki I/Q bilesenleri
ornegi verilmistir.

Veri setimizi olustururken her modiilasyon tiiriine ait .mat dosyalari, Sekil 2’de gosterildigi
gibi I/Q bilesenleri karmagik sayilar olacak sekilde kaydedilmistir. Her sinyal i¢in 1024 adet
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ormek almmistir ve mat dosyasinda bulunan alanlardan, cergeve (frame) alaninda 1024x1
boyutunda matris seklinde I/Q bilesenleri ile etiket (label) alaninda modiilasyon tiirii bilgisi
tutulmaktadir.

3. EVRIiSIMLI SINiR AGLARI iLE OLUSTURULAN AG YAPISI

CNN, piksel verilerini islemek i¢in 6zel olarak tasarlanmis, goriintii tanima ve islemede
kullanilan bir tlir yapay sinir agidir. Bir CNN yapisi, bir giris katmani, bir ¢ikis katmani ile
coklu evrisim katmanlarini, havuz katmanlarii, tam baglantili katmanlar1 ve normallestirme
katmanlarini igeren bir gizli katmandan olugmaktadir. Evrisim katmaninda girdi ile bir dizi agir-

1 -0.02637778956023134 - 1.00700163433633751
2 0.00135656759892143 + 1.0161807009327100
3 0.022043195908475043 - 1.0240358510959622 1
4 0.010988730154233116 - 1.0190800303376826i
| 5 0009509508735276607 - 0.9659725479469482 |
6 0.017672489697741527 + 0.9905433443086318i
7 -0026964236144841610 + 1.0127814892675540
l 8 0.008380597233672468 + 0.9B878B662515745867 1
L frame  1024x1 9 -0018977233051143980 + 10027882144819853 |
fasilabel 11 10 0.027731088514341824 + 1.0077994827562287
4-0AM
Birim Cember
Sekil 2:

1/Q yapisi ve veri setimizdeki 1/Q bilesenleri

ligin carpilmasini iceren dogrusal bir islem olan evrisim gerceklesmektedir. Iki boyutlu girdi
i¢in diisiiniildiigiinde, carpma islemi bir dizi girdi verisi ile filtre veya ¢ekirdek ad1 verilen iki
boyutlu agirhik dizisi arasinda gerceklestirilmektedir. Sekil 3’te ornek bir CNN yapisi

gosterilmektedir.
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Sekil 3:
Evrisimli sinir agi bilesenleri
Calismamizda kullanilan CNN modeli, giris olarak her sinyale ait 1024 o6rnegi 1/Q
bilesenler seklinde almaktadir. Sekil 3°te belirtilen katmanlardan gegtikten sonra her frame igin
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modiilasyon tiirli tahmin edilmektedir. Kullanilan CNN modeli, 6 adet evrisim katmanindan
(convolutional layer, CL) ve 1 adet tamamen bagh katmandan (fully connected layer, FCL)
olugsmaktadir. Sonuncu evrisim katmani hari¢ her evrisim katmani 1 adet toplu normallestirme
katmani (batch normalization layer, BNL), 1 adet diizeltilmis dogrusal birim (rectified linear
unit, ReLU), 1 adet etkinlestirme katmani (activation layer, AL) ve 1 adet maksimum
havuzlama katmani (max pooling layer, MPL) sirasiyla yerlestirilmistir. Sondaki evrigim
katmaninda, MPL yerine ortalama havuzlama katmani (average pooling layer, APL)
bulunmaktadir. Cikis katmani (output layer, OL), softmax aktivasyonuna (softmax activation,
SMA) sahiptir. Sekil 4’te tasarlanan CNN yapis1 gosterilirken Tablo 1’de tasarlanan CNN
yapisindaki katmanlar ve temel 6zellikleri verilmistir.

4. MODULASYON TANIMA iSLEMINDE EVRIiSIMLi SINiR AGININ BASARIM
ANALIZI

SNR degeri haberlesme kanalinin iletim kalitesini belirleyen en énemli parametredir. Iletim
ortamindaki giirtiltii arttkca SNR degeri diisecek ve iletilen sinyalin seklinde bozulmalar
olacaktir. Yiiksek SNR degerlerinde sinyal kalitesindeki azalma fazla olmayacagindan iletilen
sinyaller alicida hatasiz ya da en az hata ile geri elde edilecektir. Bu durumda modiilasyon
tanima islemi i¢in sinyal 6zelliklerine bakildiginda modiilasyon siniflandirmasi kolaylagacaktir.

IL == CL | BNL [» AL [ MPL |!

2

1. Katman ! : l
:Cl—rBNl-I-AL-rMPl:
l S | — — - |
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Sekil 4:
Tasarlanan CNN yapist
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Tablo 1. Tasarlanan CNN yapisindaki katmanlar ve ozellikleri

Sira No Katman Isimleri Ozellikleri Sira No Katman Isimleri Ozellikleri
.. .. FilterSize:1x8,
1 Girig Katmani 1x1024x2 8 Evrisim Katmani 4 NumFilters-48
5 Eurisim Katmans.] | FilterSize:1x8, 0 %"‘ksfln?nm PoolSize:1x2,
Vs atma NumFilters:16 avuziama Stride: 1x2
Katmani-4
3 gaksnlnum PoolSize:1x2, 10 Evrisim Kat 5 FilterSize:1x8,
avuziama Stride: 1x2 vrist Satmant- NumFilters:64
Katmani-1
.. FilterSize:1x8, Maksimum PoolSize:1x2,
4 Evrisim Katmani-2 . 11 Havuzlama .
NumFilters:24 Stride:1x2
Katmani-5
5 gaksfl“fnm PoolSize:1x2, | Burisim Katmanee | FilterSize:1x8,
avuzlama Stride:1x2 vis a NumFilters:96
Katmani-2
6 Evrisim Kat 3 FilterSize:1x8, 13 Ortalama PoolSize:1x32,
vrigim Batmant- NumFilters:32 Havuzlama Katmani Stride:1x 1
Maksimum . -
7 Havuzlama P001S1ze.1x2, 14 Tamamen Bagl OutputSize:8
Stride:1x2 Katman
Katmani-3

Tasarladigimiz evrisimli sinir aginin bagarimini incelemek i¢in ¢esitli SNR degerlerinde
olusturulmus veriler kullanilmistir. Genel olarak, veri aglari ig¢in 20 dB ve tizeri SNR degerleri
onerilirken ses uygulamalar1 kullanan aglar i¢in 25 dB ve tizeri SNR degerleri 6nerilmektedir
(Hu ve dig., 2021). Bu nedenle veri setleri olusturulurken SNR degerleri 10 dB, 20 dB ve 30 dB
olarak alinmis ve sirasiyla Sekil 5, Sekil 6 ve Sekil 7°de dogrulama sonuclar1 ve karisiklik
(confusion) matrisleri gdsterilmistir.

Sekil 5’te SNR degeri 10 dB alindiginda elde edilen sonuglar gosterilmistir. Bu SNR degeri
kablosuz ortam igin diigiik bir deger oldugundan dolay1 sinyaller olduk¢a bozulmus bir sekilde
alinmistir. Tasarlanan CNN yapist bu durumdaki modiilasyon tiirii siniflandirmasint %80,76
dogruluk oraninda yapmustir. Ayrica karigiklik matrisi yardimiyla yapilan siniflandirmada hangi
modiilasyon tiirlerinin birbiriyle karistirildig1 goriilebilir.

Sekil 6°daki sonuglar SNR degerinin 20 dB oldugu durumda elde edilmistir. Onceki duruma
gore SNR degeri iki kat artirildigi igin alinan sinyaller daha az bozulmaya ugramistir. Sonug
olarak CNN yapis1 modiilasyon tiirli siniflandirmasimi %99,89 dogruluk oraninda yapmustir.
Karigiklik matrisinde belirtildigi tizere SNR degeriyle beraber ortalama dogruluk orami artmig
olmasina ragmen az da olsa yiiksek dereceli QAM modiilasyon tiirleri tam dogrulukta
siniflandirilamamistir.

Sekil 7°deki 30 dB’lik SNR degerinde CNN yapis1t modiilasyon tiirii siniflandirmasini %100
dogruluk oraninda gergeklestirmistir. Sekil 6’daki karisiklik matrisinde bulunan kiigiik
siiflandirma hatalariin bu SNR degerinde tamamen ortadan kalktigi goriilmektedir.
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Results
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Sekil 5:
a. SNR=10 dB i¢gin dogrulama sonuglart b. SNR=10 dB i¢in kansiklik matrisi
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Accuracy (2%)
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Sekil 6:

a. SNR=20 dB i¢gin dogrulama sonuglart b. SNR=20 dB i¢in kansiklik matrisi
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Tralning Progress (25Jul-2022 22:34:56) panst
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Sekil 7:
a. SNR=30 dB i¢gin dogrulama sonuglart b. SNR=30 dB i¢in kansiklik matrisi
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Training Progress (07-Dec-2022 22:08:58)
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Sekil 8

Results.
Valdation accuracy:
Training finished

25.00%
Max epochs compieted

Training Time

Start time: 07-Dec-2022 220858

Elapsed time: 6 min 29 sec

Training Cycle

Epoch: 120112

Iteration: 3000 of 3000

Iterations per epoch 250

Maximum iterations: 3000

Validation

Frequancy 250 iterations

Other Information

Haraware resource: Single GPU

Leaming rate schedule:  Flecewise

Leaming rate: 0.002
Accuracy

Training (smoothed)

——&— Training

— @ — Vakidation

Loss

Results
Validation accuracy:
Training finished

76.36%
Max epochs compieted

Training Time

Start time: 07-Dec-2022 20:58:35

Elapsed time: 6 min 42 sec

Training Cycle

Epoch: 120112

Iteration: 3000 of 3000

lterations per epoch 250

Maximum iterations: 3000

Validation

Frequency. 250 iterations

Other Information

Hardware resource. Single GPU

Leaming rate schedule:  Piecewise

Learmning rate: 002
Accuracy

Training (smoothed)

—&— Training

— @ — Vakdation

Loss

Results
Validation accuracy:
Training finished

79.06%
Max epochs compieted

Training Time

Start time: 07-Dec-2022 19:08:25

Elapsed time: 7 min 45 sec

Training Cycle

Epoch: 120112

Iteration 3000 of 3000

terations per epoch: 250

Maximum iferations: 3000

‘Valigation

Frequency 250 iterations

Other Information

Hardware resource Single GPU

Leaming rate schedule:  Piecewise

Leaming rate: 002
Accuracy

Training (smoothed)

—&— Training
— -8 — Vakdation

Loss

a. SNR=10dB, CL=3 b. SNR=10 dB, CL=4 ¢. SNR=10 dB, CL=5
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Training Progress (07-Dec-2022 22:31:50)
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Sekil 9

Results
Validation accuracy:
Training finished

25.04%
Max epochs compieted

Training Time

Start time: 07-Dec-2022 223150

Elapsed time: 6 min 36 sec

Training Cycle

Epocn: 120112

Iteration: 3000 of 3000

lterations per epoch 250

Maximum iterations: 3000

Validation

Frequency 250 iterations

Other Information

Haraware resource: Single GPU

Leaming rale schedule:  Plecawise

Leaming rate: 002
Accuracy

Training (smoothed)

—&— Training

— - — Validation

Loss

Results
Validation accuracy:
Training finished

98 80%
Max epochs compieted

Training Time

Start time: 07-Dec-2022 21:20:35

Elapsed time: 6 min 43 sec

Training Cycle

Epoch: 120112

feration: 3000 of 3000

lterations per epoch 250

Maximum iterations: 3000

Validation

Frequency. 250 iterations

Other Information

Hardware resource Single GPU

Leaming rate schedule:  Piecewise

Leaming rate: 002
Accuracy

———— Training (smoothed)

—&— Training

— @ — Vakidation

Loss

Results
Validation accuracy
Training finished.

99.99%
Max epochs compieted

Training Time

Start time: 07-Dec-2022 19:51:18

Elapsed time: 7 min 19 sec

Training Cycle

Epoch: 120112

Iteration. 3000 of 3000

terations per epoch 250

Maximum iterations: 3000

Validation

Frequency: 250 iterations

Other Information

Hardware resource Single GPU

Leaming rate schedule:  Piecewise

Leaming rate. o002
Accuracy

—— Training (smocthed)

—&— Training

— <@ — Vakdation

a. SNR=20dB, CL=3 b. SNR=20 dB, CL=4 ¢. SNR=20 dB, CL=5
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Training Progress (07-Dec-2022 22:53:37)
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Sekil 10:
a. SNR=30 dB, CL=3 b. SNR=30 dB, CL=4 ¢. SNR=30 dB, CL=5
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C.

Sekil 11:

a. SNR=10dB, CL=3 b. SNR=10 dB, CL=4 ¢. SNR=10 dB, CL=5
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b.
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Tahmin Edilen Simf
C.

Sekil 12:
a. SNR=20 dB, CL=3 b. SNR=20 dB, CL=4 ¢. SNR=20 dB, CL=5
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a. SNR=30dB, CL=3 b. SNR=30 dB, CL=4 ¢. SNR=30 dB, CL=5

C.

Sekil 13:

4-QAM  64-QAM §-PSK
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Sekil 8, Sekil 9 ve Sekil 10°da sirasiyla 10 dB, 20 dB ve 30 dB SNR degerleri igin
modiilasyon tamimlama isleminin dogruluk oranlar1 verilmistir. Her bir sekilde ayrica CNN
yapisindaki CL sayisinin 3, 4 ve 5 olma durumlarinda dogruluk orani {izerindeki etkisi
gosterilmeye calisilmistir. Genel olarak CL sayis1 artikca dogruluk oraninin yiikseldigi
goriilmistiir. 10 dB SNR degeri icin hedefledigimiz %80 ve iizerindeki dogruluk orant CL
sayis1 6 olarak ayarlandiginda elde edilmigtir.

Sekil 11, Sekil 12 ve Sekil 13°te ise SNR degerleri ile CL sayis1 degisimlerinin karigiklik
matrisleri lizerindeki etkisi gosterilmistir. Haberlesme i¢in oldukga iyi bir SNR degeri olan 30
dB i¢in karisiklik matrislerine bakilacak olursa CL sayismin 3 oldugu durumda smiflandirma
isleminin saglikl bir sekilde yapilamadig1 goriilebilir.

Tablo 2. Farkh SNR ve CL degerleri icin dogruluk oranimnin degisimi

SNR=10dB | SNR=20dB | SNR=30dB
CL=3 %25 %25,04 %74,76
CL~4 %76,36 %98,80 %99,90
CL=5 %79,06 %99,99 %100
( tas(;?l:r?an) %80,76 %99,89 %100

Son olarak Tablo 2’de tim SNR ve CL degerleri i¢in dogruluk oranlarinin degisimi
verilmisgtir.

5. SONUC

Yeni nesil haberlesme sistemlerinin hayatimizda yer almaya hizla devam etmesi
haberlesme sistemlerinde kullanilan sinyal cesitliligini artirmaktadir. Calismamizda cesitli
modiilasyon tiirleriyle modiile edilmis sinyallerin siniflandirilmasi amaglanmigtir. Farkli SNR
degerlerinde sentetik (kendi iirettigimiz) veri seti iizerinde derin 6grenme tabanli modiilasyon
tanimlama islemi gerceklestirilmis ve gilinlimiiz uygulamalar1 i¢in yiiksek dogruluk elde
edilmistir. Ayrica 10 dB SNR degerinde hedeflenen dogruluk oranini yakalamak i¢in tasarlanan
CNN yapist diger CNN yapilar ile karsilastirilip karigiklik matrisleri verilmistir. Gelecek
calismalarimizda farklt modiilasyon tekniklerinin de iginde olacagi yeni veri setleri
olusturulacak ve o6zellikle diisilk ve orta seviyedeki SNR degerleri icin yiiksek dogrulukta
smiflandirma yapilmasi amaglanacaktir.

CIKAR CATISMASI

Yazarlar, bilinen herhangi bir ¢ikar ¢atismasi veya herhangi bir kurum/kurulus ya da kisi
ile ortak ¢ikar bulunmadigini onaylamaktadirlar.
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